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壹、前言 

職 奉准於民國 112 年 6 月 11 日至 6 月 24日參加瑞士中央銀行(The Swiss 

National Bank，簡稱 SNB)基金會舉辦之「總體經濟預測」 (Macroeconomic 

Forecasting)課程，為期 14 日。此次課程除邀請本行外，另包括奧地利、丹麥、

法國、德國、瑞士、波蘭、喬治亞、羅馬尼亞、烏克蘭、亞塞拜然、加拿大、韓

國、紐西蘭、菲律賓等多國的央行研究人員，約 28人與會。 

本次課程主要講師為瑞士紐夏特大學 (University of Neuchâtel) Daniel 

Kaufmann教授、義大利博科尼大學(Bocconi University) Massimiliano Marcellino

教授、奧地利薩爾茲堡大學(University of Salzburg) Florian Huber 教授，以及西班

牙龐貝法布拉大學(University of Pompeu Fabra) Barbara Rossi 教授，並邀請 SNB

的 Tim Schwarzmuller、Simon Beyeler 及 Marc-Antoine Ramelet 三位經濟學家擔

任主題演講者。 

在主題演講的部分，SNB 的研究人員向學員分享該行的物價預測方法及經

驗。首先，瑞士的消費者物價指數(CPI)係由瑞士聯邦統計辦公室(Swiss Federal 

Statistical Office, SFSO)負責編製與公布。SNB再依據 SFSO公布之數值進行物價

預測，其預測方式主要分為分解(disaggregate)及總和(aggregate)預測兩種方法；前

者係以 CPI的組成項目估計通膨率，後者則係直接對 CPI總指數進行預測。SNB

所使用的模型相當多元，包含傳統的線性迴歸模型及機器學習等技術。 

在課程內容的部分，講師詳盡的介紹了線性及非線性預測模型、混頻資料模

型之應用，以及預測績效評估等議題。課程安排以實證模型與預測績效衡量為主，

另納入計量軟體實際操作課程，協助學員理解各個預測模型背後的基礎及優劣勢，

並學習如何使用計量軟體建構不同的預測模型。本報告的內容主要分為肆章，第

壹章為前言；第貳章為傳統線性預測模型簡介；第參章為非線性預測模型；第肆

章為心得與建議。 
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貳、傳統線性預測模型 

理論上，若想建構良好的預測模型須符合幾項必要先決條件：(1)預測所使用

之資訊集具有規律性(regularities)；(2)建構之預測方法可捕捉到資訊集的規律性；

(3)此規律性對預測目標變數具有豐富的訊息含量；(4)預測方法可針對不規則性

(irregularities)，如異常值、測量誤差、結構性斷裂、不可預測之雜訊等，進行處

理。其次，遵循精簡原則(parsimony principle)精神的預測模型通常表現較好。 

由於有好的預測結果才能導向好的決策，因此，預測人士通常將決策錯誤所

產生的損失視為評斷預測結果好壞的方法。假設，𝑦𝑡+ℎ|𝑡代表以t期可用之資訊為

基礎對未來t+h期進行預測，𝑦𝑡+ℎ代表實現值，預測誤差之定義則為： 

𝑒𝑡+ℎ|𝑡 = 𝑦𝑡+ℎ − 𝑦𝑡+ℎ|𝑡 

當預測值偏離實際值，可使用損失函數(loss function)，𝐿(𝑒𝑡+ℎ|𝑡)，對預測誤差(決

策錯誤)的結果進行量化。若誤差為零，𝐿(0) = 0，而𝐿(𝑒𝑡+ℎ|𝑡) ≥ 0。此外，𝑒𝑡+ℎ|𝑡 <

0時，𝐿(𝑒𝑡+ℎ|𝑡)不會遞增，𝑒𝑡+ℎ|𝑡 > 0時，𝐿(𝑒𝑡+ℎ|𝑡)則不遞減。實證上常見的損失函

數包含圖1中所示的兩種型態。 

圖1 損失函數 

資料來源：Diebold (2006) 
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值得注意的是，損失函數的選定將影響模型選擇(model selection)，模型估計

(model estimation)及預測績效(forecast evaluation)。為方便計算，多數文獻通常會

使用對稱式損失函數(symmetric loss function)，其中又以平方損失函數(quadratic 

loss function)最為常見。然而，現實中的損失函數極有可能為高度不對稱

(asymmetric)，而且即便預測目標一樣，不同預測人士做出的預測結果也可能產

生差異。根據Elliott and Timmermann (2017)的定義，最適預測(optimal forecast)應

具備以下幾項條件： 

1. 根據預測時點t期的資訊(Ω𝑡)，盡可能將預期損失極小化； 

2. 其預測結果可與平方損失函數中的條件平均值(𝔼(𝑦𝑡+ℎ|Ω𝑡))對應； 

3. 其預測結果可與具備常態分配預測誤差及對稱式損失條件之線性投射值

(linear projection, 𝑃(𝑦𝑡+ℎ|Ω𝑡))對應； 

4. 在線性預測規則中1，其線性投射結果的平方損失值為最低。 

一、單變量預測模型 

若{𝑦𝑡}為一組隨機過程(stochastic process)時間序列，且屬於共變異定態

(covariance stationary)，則符合三項特性：(1)該時間序列的平均數為常數，不隨時

間變動而改變；(2)該時間序列的變異數亦為常數；(3)該時間序列的自我共變異

數與時點t無關。以簡單的自我迴歸模型AR(1)過程為例，其公式如下： 

𝑦𝑡 = α + ф𝑦𝑡−1 + 𝜀𝑡, |ф| < 1                  (1.1) 

假設誤差項(𝜀𝑡)符合白噪音(white noise)條件，其平均數則為0、變異數為固定常數

(𝜎2)，且與變數(y)之落後期無相關性，亦無自我相關性，並為常態分配。 

若對AR(1)進行向前一期預測(one-step-ahead forecast)： 

                                                      
1 最佳線性預測的預測誤差應獨立於資訊集。 
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 𝑦𝑡+1|𝑡 = P(α + ф𝑦𝑡 + 𝜀𝑡+1|Ω𝑡) = α + ф𝑦𝑡； 

 預測誤差為𝑒𝑡+1|𝑡 = (𝛼 + ф𝑦𝑡 + 𝜀𝑡+1) − 𝑦𝑡+1|𝑡＝𝜀𝑡+1； 

 預測誤差之變異數為V(𝑒𝑡+1|𝑡) = 𝑉(𝜀𝑡+1) = 𝜎2。 

若向前h期進行預測，則預測值𝑦𝑡+ℎ|𝑡 = фℎ𝑦𝑡 + ∑ ф𝑗−1ℎ
𝑗=1 𝛼；預測誤差(𝑒𝑡+ℎ|𝑡 ) 

= ∑ ф𝑗−1𝜀𝑡+ℎ−𝑗+1
ℎ
𝑗=1 ；預測誤差變異數𝑉(𝑒𝑡+ℎ|𝑡) = 𝜎2 ∑ ф2(𝑗−1)ℎ

𝑗=1 。由於|ф| < 1，

AR(1)的非條件平均數(unconditional mean)為
𝛼

1−ф
，且隨著預測期數的增加，預測

值的不確定性愈高。 

另一常見的基礎模型為移動平均MA(1)過程，其公式如下： 

𝑦𝑡 = α + 𝜀𝑡 + 𝜃𝜀𝑡−1, |𝜃| < 1                 (1.2) 

若對向前一期進行預測，𝑦𝑡+1|𝑡 = P(α + 𝜀𝑡+1 + 𝜃𝜀𝑡|Ω𝑡) = α + 𝜃|𝜀𝑡；預測誤差及其

變異數分別為𝑒𝑡+1|𝑡 = 𝑦𝑡+1 − 𝑦𝑡+1|𝑡＝𝜀𝑡+1及𝑉(𝑒𝑡+1|𝑡) = 𝜎2。進一步對向前兩期進

行(two-step-ahead)預測可知，當預測期數大於MA模型的階次(order)時，其預測值

(𝑦𝑡+2|𝑡)回歸至非條件平均數α；預測誤差(𝑒𝑡+2|𝑡) = 𝜀𝑡+2 + 𝜃𝜀𝑡+1；預測誤差變異數

𝑉(𝑒𝑡+2|𝑡) = 𝜎2(1 + 𝜃2)。 

將上述的自我迴歸及移動平均模型結合後，可產生自我迴歸移動平均模型，

簡稱ARMA，其中ARMA(ρ,q)公式如下： 

𝑦𝑡＝α＋ф1𝑦𝑡−1＋．．．＋ф𝜌𝑦𝑡−𝜌＋𝜀𝑡＋𝜃1𝜀𝑡−1＋．．．＋𝜃𝑞𝜀𝑡−𝑞 .  (1.3) 

此ARMA(ρ,q)的穩定及可逆條件分別為，ф(𝑧) = 0與𝜃(𝑧) = 0的所有根均落在單

位圓之外；其平均數𝔼[𝑦𝑡] = 𝛼 ф(1)⁄ 。在估計方面，AR模型可使用常見的普通最

小平方 (ordinary least squares, OLS)或非線性最小平方 (non-linear least squares)方

法進行估計；MA及ARMA模型則較適合以最大概似估計(maximum likelihood 

estimation, MLE)方法進行估算2，惟MLE的計算時間較長，且可能遭遇難以收斂

                                                      
2 以 ARMA模型而言，{𝑦𝑡 , 𝑦𝑡−1, … , 𝑦1}為可觀察資料，但{𝜀𝑡 , 𝜀𝑡−1, … , 𝜀1}為不可觀察資料。因此，

若不使用 MLE 進行估計，則需以遞迴(recursive)的方式找到{𝜀𝑡 , 𝜀𝑡−1, … , 𝜀1}，再以 NLS 估計出
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(convergence)的問題。 

在模型階次選定的部分，常見的方法包含使用自我相關函數(autocorrelation 

function, ACF)及偏自我相關函數(partial autocorrelation function)來決定階次，或

是從較長階次的模型中逐一刪除不顯著之落後期；另一常見方法則係以資訊準則

(information criteria)，如AIC、BIC及SIC等挑選最適落後期。以最適模型估計後，

可使用Breusch-Godfrey檢定，對得到之殘差項進行自我相關測試；若模型設定正

確，且參數估計具有一致性，殘差的自我相關係數將趨近於零，顯示殘差項之間

並無相關性。此外，亦可進一步使用Jarque-Bera檢定測試殘差項是否為常態性分

配，以確保模型設定無誤。 

二、非定態時間序列 

實證研究經常碰到非定態(non-stationary)時間序列，如工業生產指數、消費

者物價指數等，這些資料大多具有特定的趨勢，例如平均數會隨著時間成長，或

因季節性(seasonality)因素而改變(屬固定趨勢，deterministic trend)；股價等金融

變數則通常具有隨機漫步(random walk)的特性，亦屬於非定態時間序列的一種

(統稱隨機趨勢，stochastic trend)。固定趨勢中最簡單的模型為線性趨勢，其公式

如下： 

𝑦𝑡 = 𝛼 + 𝛽𝑡 + 𝜀𝑡, 𝑡 = 1, … , 𝑛                     (1.4) 

由於其平均數𝔼[𝑦𝑡] = 𝛼 + 𝛽𝑡，顯示該模型屬於非定態。隨機趨勢的常見模型則

為隨機漫步，其公式顯示如下： 

𝑦𝑡 = 𝑦𝑡−1 + 𝜀𝑡                          (1.5) 

其中𝜀𝑡為白噪音。由於𝔼[∆𝑦𝑡|Ω𝑡−1] = 𝔼[𝜀𝑡] = 0，故無法預測該序列的趨勢方向。 

為了對非定態時間序列進行預測，多數學者會針對序列本身採取處理，例如

                                                      
ф𝑗及𝜃𝑗。 
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在序列中加入時間趨勢或季節虛擬變數；另一個常見的處理方式係先對非定態序

列取自然對數再進行一階差分，以轉換為定態序列。第三種方式則係將以共整合

關係的方式，將一群非定態序列進行線性組合，使新的序列成為定態。以下使用

(1.1)式進行差分轉換示範： 

𝑦𝑡 = α + ф𝑦𝑡−1 + 𝜀𝑡.                            

如|ф| < 1，此序列為定態；若|ф| = 1，序列則屬非定態(單根過程加飄移項)，且

可改寫為： 

𝑦𝑡 = α + 𝑦𝑡−1 + 𝜀𝑡,                       (1.6) 

其向前h期之預測為𝑦𝑡+ℎ|𝑡 = 𝑦𝑡 + 𝛼ℎ，因此長期預測值取決於初期值(𝑦𝑡)，且隨著

時間不斷上升或下降。若採取一階差分，(1.6)式將轉化為以下穩定序列： 

∆𝑦𝑡 = 𝑦𝑡 − 𝑦𝑡−1 = 𝛼 + 𝜀𝑡,                   (1.7) 

並稱為一階自積(integrated of order one)或差分後穩定(difference stationary)。 

然而，一時間序列的上升趨勢可能來自於單根或是線性趨勢；假設為𝑦𝑡 =

α + 𝛿𝑡 + ф𝑦𝑡−1 + 𝜀𝑡，且|ф| < 1，則序列為趨勢定態過程。因此，該以一階差分

或是加入確定項(deterministic term)處理非定態問題時，一般建議先觀察時間序列

的走勢是否有上行或下行趨勢，如有明顯的上、下行趨勢則可進一步使用單根檢

定進行確認，其中Augmented Dickey-Fuller (ADF)測試為常見的單根檢定方法之

一，其迴歸公式如下： 

𝑦𝑡 = 𝛼 + 𝛿𝑡 + ф𝑦𝑡−1 + 𝛾1∆𝑦𝑡−1 + ⋯ + 𝛾𝑝∆𝑦𝑡−𝑝 + 𝜀𝑡,       (1.8) 

其中(𝛼 + 𝛿𝑡)為確定變數(deterministic variables)。若能拒絕虛無假設𝐻0: ф = 1，

該序列可視為趨勢定態過程，僅需於ARMA模型中納入常數項及趨勢項；倘若無

法拒絕虛無假設，該序列則為單根，需先以差分轉為定態，再用ARMA模型配適。 
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假設一時間序列無明顯的上、下行趨勢，建議可使用不含趨勢的ADF檢定進

行測試，由於該ADF的迴歸式不含趨勢，故式(1.8)的確定變數為𝛼，而非(𝛼 + 𝛿𝑡)。

若能拒絕虛無假設𝐻0: ф = 1，該序列視為定態序列，直接以ARMA模型配適即可；

倘若無法拒絕虛無假設，該序列則具有單根，需先進行差分轉換，再以ARMA模

型配適。其他包括Phillips-Perron (PP)檢定、Kwiatkowski, Phillips, Schmidt, and Shin 

(KPSS)檢定等皆為常見的單根檢定，可用於檢視一時間序列是否存在單根。 

三、外生變數及預測結果之呈現 

在執行實際預測時，預測人員通常需針對外生變數(exogenous variable)進行

假設，例如為對小型開放經濟體的經濟成長進行預測，經常將大型開放經濟體的

經濟成長變數納入模型中；此舉不僅有助提升預測績效，亦有利於研究人員進行

情境分析。因此，如果資訊集含有可影響預測目標(𝑦𝑡)的外生資訊，建議應將其

納入模型。 

舉例而言，𝑥𝑡為一外生變數向量，𝑥𝑡𝛽 = [1, 𝑥1, 𝑥2, … , 𝑥𝑏,𝑡][𝛽0, 𝛽1, … , 𝛽𝑏]′，若

放入(1.3)式的ARMA(ρ,q)模型可改寫為： 

𝑦𝑡＝𝑥𝑡𝛽＋ф1𝑦𝑡−1＋．．．＋ф𝜌𝑦𝑡−𝜌＋𝜀𝑡＋𝜃1𝜀𝑡−1＋．．．＋𝜃𝑞𝜀𝑡−𝑞 .  (1.9) 

此通稱為ARMAX(ρ,q)模型。為求估計及預測方便，ARMAX可利用ARMA加外

生衝擊序列(𝜂𝑡)的形式呈現： 

𝑦𝑡＝𝑥𝑡𝛽＋𝜂𝑡, 

𝜂𝑡 = ф1𝜂𝑡−1 + ⋯ + ф𝜌𝜂𝑡−𝜌 + 𝜀𝑡 + 𝜃1𝜀𝑡−1 + ⋯ + 𝜃𝑞𝜀𝑡−𝑞 .     (1.10) 

接著，假設(1.10)式為AR(1)過程，亦即𝜂𝑡 = ф𝜂𝑡−1 + 𝜀𝑡，其線性投射的估計方式

則為𝑦𝑡+1|𝑡 = 𝑥𝑡+1|𝑡𝛽 + 𝜂𝑡+1|𝑡 = 𝑥𝑡+1|𝑡𝛽 + ф𝜂𝑡 = 𝑥𝑡+1|𝑡𝛽 + ф(𝑦𝑡 − 𝑥𝑡𝛽)。其中，針

對𝑥𝑡+1|𝑡估計值之取得方法大致有三：(1)另外建構一條𝑥𝑡的ARMA預測公式；(2)

直接使用其他預測機構的預測結果；(3)將不同參數代入𝑥𝑡+1|𝑡，並計算出各種情
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境下的𝑦𝑡+1|𝑡。 

基本上，預測結果的呈現方式包括點預測、分配預測(density forecast)、區間

預測及機率預測。點預測雖為預測機構最常見的公佈方式，惟分配預測、區間預

測及機率預測皆隱含預測不確定性的資訊，故近年來預測機構採用這三種呈現方

式的現象愈趨普遍，其不同之處則如圖2所示。 

圖2 呈現預測不確定性之方式 

資料來源：Diebold (2006) 

另外，值得一提的是，預測誤差的主要係受未來不可預測衝擊、估計方法不夠精

確、結構性轉變(structural break)、資訊集改變及模型設定錯誤等因素造成。因此，

當預測不確定性愈高時，分配預測、區間預測及機率預測的重要性及參考價值愈

高。 

四、實證分析應用－台灣通膨率線性預測模型與預測結果 

本章節以主計總處公布之經季調消費者物價指數(consumer price index, CPI)

為例，使用ARMA模型對未來國內一年之通膨率進行預測。資料樣本期為2000年

1月至2023年8月，預測期間為2023年9月至2024年12月。從圖3(A)可知，經季調
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後之CPI有明顯長期走升的趨勢，屬於非定態序列，故本文將CPI轉為年增率(即

通膨率)。如圖3(B)所示，相較於原始值，CPI年增率無明顯的上、下行趨勢，惟

單以趨勢圖仍無法確定該序列是否為定態。因此，本文使用ADF測試進行單根檢

定；結果顯示，CPI原始值及年增率的t值分別為-1.51及-2.66，p值則為0.82及0.08。

不意外地，ADF無法拒絕CPI原始值存在單根的虛無假設，但成功拒絕了CPI年增

率存在單根的虛無假設。 

圖3 1981~2023年台灣消費者物價指數及通膨率 

資料來源：主計總處 

為建構合適的ARMA模型，本文以SIC準則及統計顯著性挑選CPI年增率的

最適落後期，並根據簡約(parsimonious)原則，選定AR(1)-MA(11,12)模型3。接著，

本文針對該模型的殘差項進行診斷檢定；首先ACF及PACF圖顯示，殘差項的多

數自我相關值都在信賴區間內(見圖4)，而Ljung-Box Q-Stat亦證明多數落後期的

p值大於0.10，表示無法拒絕殘差項無自我相關的虛無假設。另一方面，Jarque-

Bera測試則拒絕殘差項為常態分配的虛無假設，顯示樣本可能存在較大的離群值

(見圖5)。為此，本文另以時間序列圖檢視殘差項的趨勢(見圖6)，並發現殘差項在

某些時點(如2008年6月)的數值確實較大4。 

                                                      
3 不同於 ARMA(1,12)，本章節為簡化模型，僅保留 MA項中具統計顯著性的第 11至 12 落後期，

因此估計公式不含 MA(1)至 MA(10)。 
4 因全球原物料價格攀升，加以天候因素影響食物類價格，2008年 6、7月之(經季調)CPI年增率

分別達 4.78%及 4.62%。 
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圖4 殘差項自我相關檢定 

資料來源：本文自行估算 

圖5 殘差項之分配 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

資料來源：本文自行估算 
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圖6 模型殘差項之序列 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

資料來源：本文自行估算 

根據AR(1)-MA(11,12)模型的預測結果顯示(見圖7)，2023年下半年各月之通

膨情勢將逐步降溫，經季調後CPI年增率在年底有望降至2%以下，而2024年各月

之CPI年增率則落在0.8%~1.5%之間。該預測的短期趨勢大致與國內、外主要機構

之預測結果相仿5，惟預測期數愈長，此模型的預測誤差愈大。 

圖7 AR(1)-MA(11,12)模型之CPI年增率預測結果 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

註：藍色虛線為AR(1)-MA(11,12)模型之預測值。 

資料來源：本文自行估算 

                                                      
5 多數預測機構的預測結果皆顯示台灣 2024年的通膨率有望降低至 2%以下。 
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為將可能的外生衝擊納入模型中，本文另嘗試將國際油價(西德州原油價格，

WTI)及侵台颱風數量納入既有之 ARMA模型當中。考量國際油價係由國際原油

市場供需決定，且不易受國內任何經濟變數影響，因此視為外生變數。另外，為

將油價從美元轉換為新台幣，本文將新台幣兌美元之匯率納入資料樣本。颱風侵

台因素亦非受經濟變數影響，同樣視為外生變數。油價、匯率及颱風侵台的資料

來源分別為聖路易市聯邦準備銀行、中央銀行與中央氣象局，樣本期為 2000 年

1 月至 2023 年 8 月(見圖 8)。油價轉為年成長率後通過 ADF 單根檢定，確認為

定態序列6。 

圖 8 樣本資料之時間序列圖 

資料來源：聖路易市聯邦準備銀行、中央銀行、中央氣象局 

                                                      
6 油價年成長率之 t值分別為-5.18，p 值皆為 0.00，因此拒絕序列存在單根的虛無假設。 
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本文依統計顯著性挑選外生變數的最適落後期，並得到 AR(1)-MA(11,12)-

X(1)，外生變數為當期及落後一期之油價年成長率，天候變數因不具統計顯著性

而剔除。值得一提的是，該模型的殘差項診斷檢定結果與先前大致相同；殘差項

的多數自我相關值仍在信賴區間內，且 Jarque-Bera 測試拒絕殘差項為常態分配

的虛無假設7。為預測未來各月之 CPI 年增率，本文針對外生變數進行假設。首

先，國際油價 (WTI)的未來走勢係直接引用美國能源資訊署 (U.S. Energy 

Information Administration, EIA)之預測值8。預測結果如圖 9所示，2023 年第 4季

之經季調 CPI年增率有望低於 2%，2024年第 2季後，各月 CPI年增率則有機會

降至 1%以下；相較於 ARMA模型之結果，ARMAX模型的預測值平均較低，但

兩者走勢相近。 

圖 9 ARMAX模型之 CPI 年增率預測結果 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

註：紅色及藍色長虛線分別為ARMA及ARMAX模型之預測值；短虛線則為ARMAX模型，以拔
靴法(Bootstrap)建構之80%信賴區間。 

資料來源：本文自行估算 

                                                      
7 ARMAX 的殘差項診斷結果與先前(ARMA)結果機乎一致，故內文不再將分析圖表納入，以節

省空間。 
8 新台幣兌美元匯率之未來走勢採過去三個月平均。 
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參、非線性預測模型 

傳統線性模型大多假設模型參數為穩定不變，惟全球金融海嘯、新冠肺炎疫

情、逆全球化等結構性改變(structural change)皆可能造成模型參數變動，不適合

以線性模型等方法進行經濟預測。為解決此問題，經濟及統計學家相繼提出門檻

(threshold)及平滑移轉(smooth transition)自我迴歸模型、馬可夫轉換(Markov-

switching)模型、狀態空間(state space)模型等依時變動參數模型。 

一、門檻及平滑移轉自我迴歸模型 

考量 AR(1)模型的參數可依時變動，並呈現如下： 

𝑦𝑡 {
ф0,1 + ф1,1𝑦𝑡−1 + 𝜖𝑡    if 𝑞𝑡 ≤ 𝑐

ф0,2 + ф1,2𝑦𝑡−1 + 𝜖𝑡    if 𝑞𝑡 > 𝑐
                (2.1) 

由於參數取決於某一變數(𝑞𝑡)是否高於特定門檻值(c)，故此模型稱之門檻自我迴

歸模型(threshold autoregressive model, TAR)。其經濟意涵在於，當𝑞𝑡高於門檻值

時，將改變目標變數(𝑦𝑡)的動態調整過程；舉例而言，當通膨高於特定水準值，

則可能產生惡性通膨(hyperinflation)，使通膨動態改變。其次，式(2.1)可改寫為以

下單一方程式： 

𝑦𝑡 = (ф0,1 + ф1,1𝑦𝑡−1)(1 − 𝐼(𝑦𝑡−1 > 𝑐)) 

+(ф0,2 + ф1,2𝑦𝑡−1)𝐼(𝑦𝑡−1 > 𝑐) + 𝜖𝑡,            (2.2) 

其中𝐼為指標函數(indicator function)。在 TAR 模型中，參數之間的轉換相當快速

且為非連續(discontinuous)。為此，後續衍生出平滑移轉函數(transition function)，

來取代替指標函數。 

不同於 TAR 模型，平滑移轉自我迴歸(Smoothed Transition Autoregressive, 

STAR)模型則係以邏輯(Logistic)函數取代門檻值，使不同參數值之間的轉換產生
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平滑的連續型態9。由於該模型常以下方之 Logistic 函數 G表示： 

𝐺(𝑞𝑡; 𝛾, 𝑐) =
1

1 + 𝑒𝑥𝑝(−𝛾[𝑞𝑡 − 𝑐])
 , 

故又稱為邏輯平滑移轉自我迴歸模型(Logistic Smooth Transition AR, LSTAR)。參

數𝛾為狀態之間移轉的平滑度，若參數值愈大，模型就愈趨近於 TAR；若參數值

為零(𝛾 = 0)，模型則變為線性模型。值得一提的是，上述兩個非線性模型皆可額

外加入落後期、外生解釋變數等多種組合，以增加其複雜度，且狀態(regime)數

量不限於 2 種。Granger (1993)針對非線性模型的使用與否給予以下建議，其決

策過程為： 

1. 給定一線性模型，如 AR(p)； 

2. 利用計量檢定方法測試該線性模型與另一給定非線性模型(如 TAR 或 STAR)

是否相等； 

3. 若拒絕兩者相等之虛無假設，則應使用非線性模型進行估計或預測； 

4. 對非線性模型進行診斷測試，並依據測試結果適時調整模型； 

5. 利用調整好的模型進行預測或計算衝擊反應函數。 

二、馬可夫轉換模型 

不同於 TAR 及 STAR 模型，馬可夫轉換(Markov Switching, MS)模型10係依

序列資料本身的特性進行狀態轉換，並自行決定所在區間的分配狀態，故該模型

較能充分解釋目標變數的動態行為。考量一 AR(1)模型，其係數取決於二分性變

數(binary variable)之數值(即狀態)，並將其模型以公式呈現如下： 

                                                      
9 相關資訊請參考 Granger and Terasvirta (1993)、Franses and van Dijk (2000)、Terasvirta, Tjostheim 

and Granger (2010)、Terasvirta (2005)、van Dijk, Terasvirta and Franses (2002)。 
10 該模型係由 Hamilton (1994)首先提出。 
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𝑦𝑡 = (ф0,1 + ф1,1𝑦𝑡−1)𝑆𝑡 + (ф0,2 + ф1,2𝑦𝑡−1)(1 − 𝑆𝑡) + 𝜖𝑡,     (2.3) 

其中𝜖𝑡~𝑖𝑖𝑑 𝑁(0, 𝜎2)，𝑆𝑡為狀態變數，且𝑆𝑡 ∈ {0, 1}。假設𝑆𝑡為已知數值，則可直

接將該變數作為虛擬變數，惟多數情況下𝑆𝑡為未知數值。如𝑆𝑡為隨機數值但取決

於可觀測變數，此時可使用 TAR 或 STAR 的設定，將二分性變數設為𝑆𝑡 =

𝐼(𝑦𝑡−1 > 𝑐)，其中𝑐為未知門檻值。然而，當𝑆𝑡為隨機且不可觀測時，需針對其生

成機制(generating mechanism)進行假設。𝑆𝑡大致分為連續性(continuous)或間斷性

(discrete)隨機變數；前者通常假定為 AR 過程，並以卡爾曼濾波(Kalman filter)分

析，後者則假定為馬可夫鏈(Markov chain)，可使用馬可夫轉換模型分析。 

假設隨機變數𝑆𝑡具 N 個不同狀態，且轉換機率為： 

𝑃{𝑆𝑡 = 𝑗|𝑆𝑡−1 = 𝑖, 𝑆𝑡−2 = 𝑘, … } = 𝑃{𝑆𝑡 = 𝑗|𝑆𝑡−1 = 𝑖} = 𝑝𝑖𝑗,     (2.4) 

代表 t 期狀態的機率值僅受 t-1 期的狀態影響，不受 t-1 期前的狀態影響。由於 t

期有 N 個狀態，因此稱之為 N-state Markov chain，而轉換機率則為{{𝑝𝑖𝑗}
𝑖,𝑗=1,…,𝑁

}， 

其中，𝑝𝑖𝑗為狀態 i 變成狀態 j 之機率，且全部狀態的機率加總為 1，即𝑝𝑖1 + 𝑝𝑖2 +

⋯ + 𝑝𝑖𝑁 = 1。若將所有的轉換機率進行整合，可得到以下轉換機率矩陣： 

𝑃 = [

𝑝11 𝑝21
… 𝑝𝑁1

𝑝12 𝑝22 ⋯ 𝑝𝑁2

⋮
𝑝1𝑁

⋮
𝑝2𝑁

…
…

⋮
𝑝𝑁𝑁

] 

在實證方面，文獻常假設狀態變數𝑆𝑡為兩種狀態，如𝑆𝑡 = 1代表經濟處於擴張狀

態，𝑆𝑡 = 0則代表經濟處於收縮狀態。其他案例包括，高通膨期(𝑆𝑡 = 1)及低通膨

期(𝑆𝑡 = 0)等不同狀態假設亦適用馬可夫轉換模型。 

三、狀態空間模型及卡爾曼濾波法 

上述的非線性模型雖有其優點，惟遭遇無法直接觀測之變數時，如潛在產出、
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中性利率等，預測工作恐變得較為棘手，此時建議可利用狀態空間模型進行估計。

狀態空間模型的廣泛應用主要在於，許多模型皆可表示成狀態空間模型的形式；

首先，將模型寫成狀態(state)及測量(measurement)兩組方程式，並將可觀測之變

數與狀態變數之間的線性關係描繪於測量方程式中。一般而言，線性的狀態空間

模型可表示如下： 

𝛼𝑡 = 𝑇𝛼𝑡−1 + 𝑅𝜂𝑡 ,                      (2.5A) 

𝑦𝑡 = 𝑍𝛼𝑡 + 𝑆𝜉𝑡,                        (2.5B) 

(
𝜂𝑡

𝜉𝑡
) ~ 𝑖. 𝑖. 𝑑.  𝑁 ((

0
0

) , (
𝑄 0
0 𝐻

)),             (2.5C) 

其中，𝛼𝑡為一向量不可觀測狀態的變數；𝑦𝑡為一向量可觀測變數；式(2.5A)及(2.5B)

分別為狀態方程式及測量方程式；誤差項𝜂𝑡及𝜉𝑡平均為零，假設為常態分配、彼

此無關且符合獨立同分配(i.i.d.)。 

本文以 ARMA 模型為例，示範如何將相同模型改寫為狀態空間形式。考量

以下 ARMA(2, 2)模型： 

𝑦𝑡 = 𝑎1𝑦𝑡−1 + 𝑎2𝑦𝑡−2 + 𝜀𝑡 + 𝑏1𝜀𝑡−1 + 𝑏2𝜀𝑡−2,           (2.6A) 

且𝜀𝑡 ~ 𝑖. 𝑖. 𝑑. 𝑁(0, 𝜎2)。另假設有 4個狀態變數，分別為𝛼1𝑡，𝛼2𝑡，𝛼3𝑡，及𝛼4𝑡，

可組成以下狀態方程式： 

(

𝛼1𝑡
𝛼2𝑡

𝛼3𝑡
𝛼4𝑡

) = (

𝑎1 𝑎2 1 0
1 0 0 0
0
0

0
0

0
0

1
0

) (

𝛼1𝑡−1
𝛼2𝑡−1

𝛼3𝑡−1
𝛼4𝑡−1

) + (

1
0
𝑏1

𝑏2

) 𝜂𝑡 ,         (2.6B) 

式(2.5A)明顯為式(2.6B)的簡化版。假設轉換方程式為𝑦𝑡 = (1 0 0 0)𝛼𝑡，即

式(2.5B)的𝑍 = (1 0 0 0)，且𝑆 = 0。為證明狀態空間方程式(2.6B)與式(2.6A)

同為ARMA(2,2)模型，本文首先取得式(2.6B)的第一條狀態公式：𝛼1𝑡 = 𝑎1𝛼1𝑡−1 +
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𝑎2𝛼2𝑡−1 + 𝛼3𝑡−1 + 𝜂𝑡。其次，將第二及第三條狀態公式代入𝛼2𝑡−1及𝛼3𝑡−1，並得

到：𝛼1𝑡 = 𝑎1𝛼1𝑡−1 + 𝑎2𝛼1𝑡−2 + 𝛼4𝑡−2 + 𝑏1𝜂𝑡−1 + 𝜂𝑡。從第四條狀態公式可知

𝛼4𝑡−2 = 𝑏2𝜂𝑡−2，因此前述公式可改為：𝛼1𝑡 = 𝑎1𝛼1𝑡−1 + 𝑎2𝛼1𝑡−2 + 𝑏2𝜂𝑡−2 +

𝑏1𝜂𝑡−1 + 𝜂𝑡。由於轉換方程式為𝑦𝑡 = 𝛼1𝑡，故得出與式(2.6A)相似之 ARMA(2,2)模

型：𝑦𝑡 = 𝑎1𝛼1𝑡−1 + 𝑎2𝛼1𝑡−2 + 𝑏2𝜂𝑡−2 + 𝑏1𝜂𝑡−1 + 𝜂𝑡。 

瞭解狀態空間模型的相關背景後，接著將進一步掌握如何利用 Kalman filter

進行預測及求解。大致而言，Kalman filter係以遞迴式的方法，計算狀態空間模

型中狀態及可觀測變數的最適(線性)預測值。首先，根據式(2.5)之狀態空間模型

的常態分配假設，可將狀態及測量方程式改寫為常態密度函數的形式： 

𝑓(𝛼𝑡|𝛼𝑡−1,  𝑌𝑡−1) = 𝑁(𝑇𝛼𝑡−1,  𝑅𝑄𝑅′),              (2.7A) 

𝑓(𝑦𝑡|𝛼𝑡,  𝑌𝑡−1) = 𝑁(𝑍𝛼𝑡,  𝑆𝐻𝑆′),                (2.7B) 

其中𝑌𝑡−1 = (𝑦𝑡−1, 𝑦𝑡−2, … )。其次，在給定過去觀測資訊的條件下，狀態變數可表

示為： 

𝑓(𝛼𝑡|𝑌𝑡−1) = 𝑁(𝛼𝑡|𝑡−1, 𝑃𝑡|𝑡−1).                (2.7A′) 

其中，𝛼𝑡|𝑡−1 = 𝔼(𝛼𝑡|𝑌𝑡−1) = 𝑇𝛼𝑡−1|𝑡−1；𝑃𝑡|𝑡−1 = var(𝛼𝑡 − 𝛼𝑡|𝑡−1) = 𝑇𝑃𝑡−1|𝑡−1𝑇′ +

𝑅𝑄𝑅′。利用式(2.7A′)可建構向前一期之預測模型，因此該式亦稱之為「預測方程

式」(prediction equation)。當給定當期及過去觀測資訊後，狀態變數的密度函數

則更改為： 

𝑓(𝛼𝑡|𝑌𝑡) = 𝑁(𝛼𝑡|𝑡, 𝑃𝑡|𝑡).                 (2.7A′′) 

其中，𝛼𝑡|𝑡 = 𝛼𝑡|𝑡−1 + 𝑃𝑡|𝑡−1𝑍′𝐹𝑡
−1𝑣𝑡；𝑃𝑡|𝑡 = 𝑃𝑡|𝑡−1 − 𝑃𝑡|𝑡−1𝑍′𝐹𝑡

−1𝑍𝑃𝑡|𝑡−1，且𝑣𝑡 =

𝑦𝑡 − 𝑦𝑡|𝑡−1；𝐹𝑡 = 𝔼(𝑣𝑡𝑣𝑡
′)。由此可知，式(2.7A′′)分為兩個部分：(1) 𝛼𝑡|𝑡說明如何
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運用𝑦𝑡之訊息，更新 t-1期對𝛼𝑡的預測，此步驟如同對𝛼𝑡進行「即時預測」(nowcast)；

(2) 𝑃𝑡|𝑡則用以捕捉「即時預測」的不確定性(變異數)。基於前述之結構，式(2.7A′′)

又稱作「更新方程式」(updating equation)。總結而言，預測方程式取決於更新方

程式內的𝛼𝑡−1|𝑡−1及𝑃𝑡|𝑡−1，而更新方程式則取決於預測方程式內的𝛼𝑡|𝑡−1、𝑃𝑡|𝑡−1、

𝑣𝑡及𝐹𝑡。 

接著，根據過去的資訊，𝑦𝑡的「概似方程式」(likelihood equation)11可寫作： 

𝑓(𝑦𝑡|𝑌𝑡−1) = 𝑁(𝑦𝑡|𝑡−1, 𝐹𝑡),                 (2.7B′) 

其中，𝑦𝑡|𝑡−1 = 𝔼(𝑍𝛼𝑡 + 𝑆𝜉𝑡|𝑌𝑡−1) = 𝑍𝛼𝑡|𝑡−1；𝐹𝑡 = 𝔼(𝑣𝑡𝑣𝑡
′) = 𝑍𝑃𝑡|𝑡−1𝑍′ + 𝑆𝐻𝑆′。

因此，概似方程式將根據預測方程式內的𝛼𝑡|𝑡−1及𝑃𝑡|𝑡−1，估計出最適𝑦𝑡預測值。

此外，Kalman filter 的另一關鍵重點在於𝛼𝑡的初始條件；針對該初始條件，較為

常見的做法係以𝛼𝑡的非條件平均數及變異數為設定。根據式(2.5A)可知𝛼1|0 =

𝔼(𝛼0) = 0，且若進一步定義𝑃1|0 = 𝔼(𝛼𝑡
′𝛼𝑡)，則可得到： 

𝑣𝑒𝑐(𝑃1|0) = [𝐼 − (𝑇⨂𝑇)]−1𝑣𝑒𝑐(𝑅𝑄𝑅′). 

其中，𝑣𝑒𝑐(𝑃1|0)為𝑃1|0垂直推疊而成的向量
12。 

綜而言之，Kalman filter 的預測及求解係依據預測、更新及概似三組方程式

的相互關係所建立而成，並以迭代的方式，逐步取得預測值及概似函數；其大致

步驟如下： 

1. 從預測方程式開始 

𝛼𝑡|𝑡−1 = 𝑇𝛼𝑡−1|𝑡−1, 

𝑃𝑡|𝑡−1 = 𝑇𝑃𝑡−1|𝑡−1𝑇′ + 𝑅𝑄𝑅′, 

                                                      
11  若給定 𝑓(𝑦𝑡)，即可將式 (17 B′ )改寫為聯合概似 (joint likelihood)函數： 𝑓(𝑦1, … , 𝑦𝑡) =

∏ 𝑓(𝑦𝑡|𝑌𝑡−1)𝑇
𝑡=1 ，故式(17B′)稱為概似方程式。 

12 公式推導過程詳見 Hamilton (1994)。 
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並利用以下初始條件，取得𝛼2|1及𝑃2|1， 

𝛼1|0 = 𝔼(𝛼0) = 0, 

𝑣𝑒𝑐(𝑃1|0) = [𝐼 − (𝑇⨂𝑇)]−1𝑣𝑒𝑐(𝑅𝑄𝑅′). 

2. 將𝛼2|1及𝑃2|1代入以下概似方程式，並取得𝑦2|1及𝐹2， 

𝑦𝑡|𝑡−1 = 𝑍𝛼𝑡|𝑡−1, 

𝐹𝑡 = 𝑍𝑃𝑡|𝑡−1𝑍′ + 𝑆𝐻𝑆′. 

3. 將𝛼2|1、𝑃2|1、𝑦2|1及𝐹2代入以下更新方程式，並取得𝛼2|2及𝑃2|2， 

𝛼𝑡|𝑡 = 𝛼𝑡|𝑡−1 + 𝑃𝑡|𝑡−1𝑍′𝐹𝑡
−1𝑣𝑡, 

𝑃𝑡|𝑡 = 𝑃𝑡|𝑡−1 − 𝑃𝑡|𝑡−1𝑍′𝐹𝑡
−1𝑍𝑃𝑡|𝑡−1. 

4. 回到步驟 1的預測方程式，並代入𝛼2|2及𝑃2|2，以取得𝛼3|2及𝑃3|2。 

5. 將𝛼3|2及𝑃3|2代入步驟 2之概似方程式，取得𝑦3|2及𝐹3。 

6. 將𝛼3|2、𝑃3|2、𝑦3|2及𝐹3代入步驟 3之更新方程式，並取得𝛼3|3及𝑃3|3。 

7. 不斷重複步驟 4 至 6直至最後一個樣本點𝑡 = 𝑇，即可獲得所有預測值及概似

函數，並以下方公式建構完整的概似函數： 

log 𝐿(𝜃) = −
𝑁𝑇

2
log 2𝜋 −

1

2
∑ log|𝐹𝑡| −

𝑇

𝑡=1

1

2
∑ 𝑣𝑡

′𝐹𝑡𝑣𝑡

𝑇

𝑡=1

, 

其中，𝑣𝑡為向前一期預測誤差；𝐹𝑡為變異數共變異數矩陣。 

四、實證分析應用－台灣通膨率非線性預測模型與預測結果 

本章節首先以 TAR 模型對未來國內一年之(經季調)CPI年增率進行預測，而

資料樣本期同樣為 2000 年 1 月至 2023 年 8 月，預測期間仍為 2023 年 9 月至

2024年 12月。本文使用 EViews的 TAR 模型設定功能，先給定預測變數的落後

期範圍，再由該設定功能挑選合適的門檻變數、狀態數量及門檻值，並依據其狀

態設定進行估計。如圖 10所示，EViews在落後期數 1至 6的範圍內選定落後 1

期為最適門檻變數，並以門檻值 1.92%為準，將樣本劃分為高通膨率(CPI年增率
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高於 1.92%)及低通膨率(CPI 年增率低於 1.92%)兩種狀態。在最適門檻變數的選

取方面，EViews係根據 AIC 準則挑選殘差平方和(sum of squared residuals, SSR)

最低之落後期。 

圖 10 門檻自我迴歸模型估計結果－台灣(季調後)CPI 年增率 

資料來源：本文自行估算 
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接著，本文將先前的國際油價外生變數再次納入模型之中，並再次以 TAR

模型進行估計及預測13。不同於 ARMAX 模型，TAR 模型的預測結果顯示，(經

季調)2023 年下半年各月之 CPI 年增率預期維略高於 2.0%；通膨率大約到 2024

年年初有望降到 2.0%以下，且全年各月 CPI 年增率落在 1.0%至 2.0%之間(見圖

11)。 

圖 11 TAR模型之 CPI 年增率預測結果 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

註：紅色長虛線為不含外生變數之 TAR1 模型；藍色長虛線代表包含外生變數之 TAR2 模型；短
虛線則為 TAR2 模型，以拔靴法(Bootstrap)建構之 80%信賴區間。 

資料來源：本文自行估算 

本文另嘗試以 STAR 模型進行估計及預測，並由 EViews 選定最適落後期作

為門檻變數，而平滑移轉方法則係採用 Logistic 函數。估計結果顯示，最適門檻

變數為 CPI年增率落後 1期，門檻值為 1.95%；狀態數量分為兩種，且狀態之間

移轉的平滑度(𝛾)為 47.0(見圖 12)。若進一步納入國際油價外生變數，並進行預測

則可得到圖 13之結果。STAR 模型的預測結果顯示，台灣 2023年下半年的通膨

壓力仍存，惟進入 2024 年後，通膨走勢大致與 TAR 模型的預測結果相似。 

                                                      
13 模型設定同樣係以預測變數之落後 1期為門檻變數，門檻值為 1.96%，狀態數量為高通膨及低

通膨 2種。外生變數為當期及落後一期之國際油價(新台幣計價)，其係數則不受狀態影響。迴

歸估計結果大致與圖 10相同，故不再納入內文。 
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圖 12 平滑移轉自我迴歸模型估計結果－台灣(季調後)CPI 年增率 

資料來源：本文自行估算 
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圖 13 STAR模型之 CPI 年增率預測結果 

註：紅色長虛線為不含外生變數之 TAR1 模型；藍色長虛線代表包含外生變數之 TAR2 模型；短
虛線則為 TAR2 模型，以拔靴法(Bootstrap)建構之 80%信賴區間。 

資料來源：本文自行估算 

 

最後，本文採用兩狀態馬可夫轉換(two-state MS)模型，對台灣 CPI年增率進

行估計及預測。在模型設定方面，本文假設僅有截距項及變異數具狀態轉換，CPI

年增率之落後期則不會隨狀態改變。估計結果顯示(圖 14)，狀態 1(低通膨)的平

均值為 0.05%，且統計不顯著，而狀態 2(高通膨)的平均值為 0.14%，且統計顯著

低於 0.01；兩種狀態下的變異數亦有明顯差異。從移轉機率估計結果來看，若當

期狀態為低通膨，且下一期狀態同樣為低通膨的機率為 0.929，而下一期為高通

膨狀態的機率則為(1 − 0.929) = 0.071。另一方面，若當期狀態為高通膨，下一

期狀態同樣為高通膨的機率為 0.900；依此，下一期狀態轉為低通膨的機率則為

(1 − 0.900) = 0.100。此結果顯示，狀態 1及 2的持續性皆相當高；狀態 1大約

可持續 14.0個月，狀態 2則可持續 10.0個月。 
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圖 14 兩狀態馬可夫轉換模型估計結果－台灣(季調後)CPI 年增率 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

資料來源：本文自行估算 
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另外，MS 模型可根據整體樣本期間的 CPI年增率，推估計各個時點的通膨

狀態，並以平滑機率顯示各時點的狀態機率。圖 15的通膨狀態機率係以狀態 2(高

通膨)為基準，與過去 20 幾年的 CPI 年增率進行對照。以平滑機率而言，台灣

2010 年以前大多處於低通膨狀態，2010 以後則大多處於高通膨狀態，惟此結果

與實際通膨情況並不相符。特別是 2008至 2009 年 CPI年增率較高之期間，狀態

2的平滑機率卻嚴重偏低，反映 MS 模型的判定有失準問題；2010年後的狀態機

率雖與實際通膨趨勢較為相符，但仍有部分通膨率較低的時點(如 2015 年及 2021

年)被判定為高通膨狀態。 

圖 15 CPI 年增率及通膨狀態機率 

資料來源：本文自行估算 

本文進一步使用該 MS 模型進行預測14，並發現未來各月 CPI年增率呈現逐

月平緩下滑的趨勢(見圖 16)；相較於上述所有模型的預測結果，本文使用MS 模

                                                      
14 將 MS 模型運用於預測的相關實證可參考 Clements and Krolzig (1998)、Deschamps (2008)及

Engel (1994)等。 
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型推估的通膨預測走勢路徑似乎較為平穩，恐與未來實際通膨走勢有較大的落差。

綜觀目前本文所嘗試之模型而言，TAR 及 STAR 模型的預測結果與國內、外主要

機構之預測結果較為相近，且較符合民間部門對未來物價之看法，惟近期影響國

內物價之不確定性因素仍存，未來通膨率是否如預期般回歸長期趨勢則有待觀察。 

圖 16 MS模型之 CPI 年增率預測結果 

資料來源：本文自行估算 
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肆、結論與建議 

本次研習內容涵蓋經濟預測的基本概念，並以深入淺出的方式依序介紹不同

預測模型的演進及發展，並於後續課程介紹預測績效評估的方法及統計檢定等議

題。參與本次研習課程不僅可與其他學員進行經驗交流，從中學習到其他國家的

預測機制及方法，且能與授課講師進行深度的學術探討，以強化自身的預測模型

建構能力，拓展學術及實務視野。此外，主辦單位亦邀請瑞士央行的經濟學家介

紹該行的預測方法及模型，並進行經驗分享，對預測實務之精進頗有助益。整體

而言，以上課程內容及經驗分享均獲益良多。茲提出建議事項如下： 

一、因網路資訊與公開資料愈趨發達，台灣的資料更加多元，未來可善加利用不

同面向的資料嘗試捕捉難以預期的外生性衝擊，例如隨氣候變遷，天災、豪

雨等對我國物價影響加劇，可透過建構氣候指數強化通膨預測表現，並協助

本行掌握當前及未來的物價情勢。 

二、預測模型發展蓬勃，應用層面廣泛且多元，對預測工作具有正面助益，建議

未來可多加嘗試不同的預測模型，並與既有模型進行比較，以提升預測績效。 

三、預測工作不易，各種模型亦有其優劣之處及限制，應適時與國內外預測專家

交流，探討精進預測工作之方法，並相互回饋彼此的預測經驗，共同強化預

測績效。 
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